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Abstrak 
Anemia merupakan suatu kondisi jumlah sel darah merah dalam aliran darah menurun. Anemia dapat 

menyebabkan kelelahan dan menurunkan produktivitas. Clustering merupakan teknik pada data 

mining untuk mengidentifikasi pola yang dapat dimanfaatkan dalam proses pengambilan keputusan. 

Clustering dalam kasus anemia sangat penting karena membantu mengidentifikasi berbagai pola 

seberapa parah kondisi serta memahami faktor-faktor yang berkontribusi terhadap anemia. Komputer 

kuantum menggunakan mekanika kuantum dalam pemrosesan informasi dan telah mencatat kemajuan 

signifikan dalam satu dekade terakhir. Komputasi kuantum merupakan metode pemrosesan informasi 

tingkat lanjut yang memanfaatkan qubit, memungkinkan mereka untuk berada dalam beberapa 

keadaan secara bersamaan. Teknologi ini berpotensi menyelesaikan masalah dengan kecepatan 

eksponensial lebih tinggi dibandingkan komputer klasik. Dalam penelitian ini, peneliti menggunakan 

algoritma K-Medoids yang dihitung menggunakan persamaan kuantum. Penelitian ini 

membandingkan dua metode perhitungan jarak, yaitu jarak Chebyshev dan jarak Manhattan. Hasil 

penelitian menunjukkan bahwa algoritma Manhattan lebih unggul dalam konteks medis, terutama 

untuk deteksi kasus positif, dengan recall 0.57 dan F1-score 0.695, meskipun memiliki precision yang 

sedikit lebih rendah 0.88. Hal ini membuatnya lebih cocok untuk aplikasi medis di mana false 

negative berisiko tinggi, seperti deteksi penyakit, meskipun biaya dan MSE lebih tinggi. Sebaliknya, 

Chebyshev memiliki precision sempurna yaitu 1 dan akurasi lebih tinggi 80%, namun recall yang 

rendah 0.33 menunjukkan bahwa banyak kasus positif terlewatkan. Oleh karena itu, Manhattan lebih 

direkomendasikan dalam aplikasi medis yang memerlukan deteksi lebih banyak kasus positif, 

sementara Chebyshev lebih efisien untuk konteks yang memprioritaskan akurasi dan biaya. 

Kata kunci: data mining, komputasi kuantum, k-medoids, jarak manhattan, jarak chebyshev  

Abstract 
Anemia is a condition characterized by a decrease in the number of red blood cells or hemoglobin 

levels in the bloodstream. It can lead to fatigue and reduced productivity. Clustering is a technique in 

data mining used to identify patterns that can support decision-making processes. In the case of 

anemia, clustering plays a crucial role in identifying various severity patterns and understanding the 

contributing factors behind the condition. Quantum computers, which utilize the principles of 

quantum mechanics for information processing, have made significant advancements over the past 

decade. Quantum computing is an advanced method of information processing that leverages qubits, 

enabling systems to exist in multiple states simultaneously. This technology offers the potential to 

solve complex problems at exponentially faster speeds than classical computers. In this study, 

researchers applied the K-Medoids clustering algorithm, calculated using quantum-based equations. 

The research compares two distance measurement methods: Chebyshev distance and Manhattan 
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distance. The results show that the Manhattan algorithm performs better in medical contexts, 

particularly for detecting positive cases, with a recall of 0.57 and an F1-score of 0.695, although it 

has a slightly lower precision of 0.88. This makes it more suitable for medical applications where 

false negatives carry high risks, such as disease detection, despite its higher cost and mean squared 

error (MSE). On the other hand, Chebyshev distance achieved perfect precision (1.0) and higher 

accuracy (80%), but its low recall (0.33) indicates that many positive cases were missed. Therefore, 

Manhattan distance is more recommended for medical applications that require the detection of more 

positive cases, while Chebyshev is more efficient for scenarios that prioritize accuracy and cost. 

Keywords: data mining, quantum computing, clustering, k-medoid, manhattan distance, chebyshev  

distance,. 

 

1 Pendahuluan  

Anemia adalah suatu kondisi medis yang ditandai oleh berkurangnya jumlah sel darah merah 

atau kadar hemoglobin, yang dapat memberikan dampak signifikan terhadap kondisi kesehatan 

seseorang. Konsentrasi hemoglobin dalam darah dianggap sebagai indikator yang paling berpengaruh 

terhadap anemia. Anemia dapat menyebabkan kelelahan dan menurunkan produktivitas, serta jika 

terjadi selama kehamilan, dapat meningkatkan risiko kematian ibu [1]. Dalam penelitian ini, peneliti 

menggunakan algoritma K-Medoid yang dihitung menggunakan persamaan kuantum untuk 

melakukan clustering pada anemia. Clustering anemia membantu dalam mengidentifikasi jenis 

anemia tertentu berdasarkan gejala, penyebab, dan hasil tes laboratorium. Hal ini sangat penting untuk 

menentukan pendekatan pengobatan yang tepat. Dengan clustering anemia, dokter dapat merancang 

rencana perawatan yang lebih personal dan terarah. 

Komputer kuantum menggunakan mekanika kuantum dalam pemrosesan informasi dan telah 

mencatat kemajuan signifikan dalam satu dekade terakhir [2]. Komputasi kuantum adalah metode 

pemrosesan informasi tingkat lanjut yang memanfaatkan qubit, memungkinkan mereka untuk berada 

dalam beberapa keadaan secara bersamaan. Sementara komputer klasik menggunakan kabel dan 

gerbang logika, komputer kuantum menggunakan kabel dan gerbang kuantum elementer. Tidak 

seperti bit klasik yang hanya dapat merepresentasikan nilai 0 atau 1, qubit dapat berada dalam 

keadaan selain |0⟩ atau |1⟩, menjadikannya berbeda dari bit konvensional [3]–[5]. Komputasi kuantum 

memiliki potensi untuk menyelesaikan masalah dengan kecepatan eksponensial lebih tinggi 

dibandingkan dengan komputer klasik [6]. Data mining merupakan tahap krusial dalam proses 

Knowledge Discovery in Database, yang mencakup langkah-langkah seperti pemilihan data, 

pemrosesan, transformasi, proses data mining itu sendiri, serta evaluasi hasil [7]. Data mining dapat 

mengungkap pengetahuan tersembunyi dalam basis data yang besar [8]. Proses ini mengidentifikasi 

pola yang dapat dimanfaatkan untuk mendukung proses pengambilan keputusan [9]. Clustering 

melibatkan penggunaan algoritma untuk membagi data ke dalam kelompok tertentu yang disebut 

klaster [10], [11]. Prinsip dasar dari pengelompokan adalah mengelompokkan beberapa objek ke 

dalam satu klaster, di mana kualitas klaster diukur berdasarkan tingkat kesamaan yang tinggi antara 

objek dalam klaster yang sama serta tingkat perbedaan yang tinggi antara klaster yang berbeda [12], 

[13]. Salah satu algoritma yang umum digunakan dalam teknik clustering adalah K-Medoid, yang 

juga dikenal dengan nama Partitioning Around Medoids (PAM). Algoritma ini mirip dengan K-Means 

karena keduanya merupakan algoritma partisi yang membagi data menjadi beberapa kelompok. 

Perbedaannya terletak pada metode penentuan pusat klaster. Algoritma K-Means menghitung rata-rata 

(mean) dari semua titik dalam suatu klaster untuk menentukan pusatnya, sedangkan pendekatan K-

Medoids memilih salah satu objek data asli, yang disebut medoid, untuk mewakili pusat klaster [14], 

[15]. 

Tujuan penelitian yaitu menerapkan algoritma K-medoid dengan komputasi kuantum pada data 

anemia untuk diagnonis pasien penyakit anemia. Manfaat dari penelitian ini yaitu algoritma ini dapat 

digunakan oleh klinisi dan peneliti untuk memprediksi berbagai hasil pada pasien anemia, seperti 

risiko komplikasi, kecepatan pemulihan, atau kebutuhan transfusi darah. Dengan meningkatkan 

akurasi pengelompokan data pasien, algoritma ini memungkinkan pengembangan rencana perawatan 

yang lebih efektif. Selain itu, dengan efisiensi dalam mengelola dan menganalisis dataset besar, 

penelitian ini juga mendukung pengambilan keputusan klinis serta perumusan kebijakan kesehatan. 
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2 Tinjauan Literatur  

Penelitian sebelumnya oleh [16], menggunakan metode K-Medoids dan CLARA untuk 

mengelompokkan kabupaten/kota pada provinsi Sulawesi Selatan dan Barat berdasarkan indikator 

yang membentuk Angka Partisipasi Pendidikan. Tujuan penelitian ini adalah memetakan wilayah di 

kedua provinsi tersebut ke dalam beberapa kelompok. Hasil penelitian menunjukkan bahwa nilai 

silhouette yang dihasilkan oleh metode K-Medoids dan CLARA dengan k=4 adalah 0,49 untuk 

masing-masing metode. 

Penelitian sebelumnya oleh [17] Penelitian ini mengklasifikasikan kabupaten dan kota di 

Provinsi Sulawesi Selatan beserta empat sektornya berdasarkan indikator yang membentuk Indeks 

Kualitas Udara (IKU) tahun 2019 dan 2020. Klasifikasi dilakukan menggunakan analisis cluster non-

hierarkis dengan metode K-Medoids. Hasil penelitian menunjukkan bahwa metode K-Medoids 

dengan k=2 menghasilkan pengelompokan terbaik dengan nilai koefisien silhouette sebesar 0,56. Data 

passive sampler tahun 2019 menunjukkan bahwa kelompok 1 memiliki IKLH sangat baik (IKU 

84,14), sedangkan kelompok 2 memiliki IKLH buruk (IKU 60,04). Untuk data tahun 2020, kelompok 

1 masuk dalam kategori IKLH baik (IKU 80,68), sedangkan kelompok 2 tetap dalam kategori IKLH 

buruk (IKU 61,53). 

Penelitian sebelumnya oleh [18] Penelitian ini menggunakan jarak Euclidean dan jarak 

Chebyshev untuk mengelompokkan data Gaikindo Wholesales tahun 2021, yang merupakan data 

spesifikasi produk yang dijual oleh Gaikindo. Tujuan penelitian ini adalah membandingkan jarak 

Euclidean dan Chebyshev dalam clustering K-Medoids untuk menentukan hasil yang paling optimal. 

Evaluasi dilakukan dengan menggunakan indeks koefisien silhouette. Hasil clustering menunjukkan 

bahwa penggunaan jarak Euclidean menghasilkan klaster yang lebih optimal dibandingkan dengan 

jarak Chebyshev. 

Penelitian sebelumnya oleh [19] menganalisis cluster komparatif dengan K-Means dan K-

Medoids untuk mengkaji distribusi virus COVID-19. Perbandingan kedua algoritma divalidasi 

menggunakan nilai Davies-Bouldin Index (DBI). Hasil penelitian menunjukkan bahwa DBI untuk K-

Means adalah 0,9762331449809145, sedangkan untuk K-Medoids adalah 0,9809235412405508. 

Maka dapat disimpulkan bahwa K-Means menghasilkan clustering yang lebih baik. 

Penelitian sebelumnya oleh [20] Penelitian ini menghitung jarak antara koordinat karyawan dari 

smartphone dan pusat Itenas menggunakan metode Euclidean, Manhattan, dan Haversine. Kinerja 

masing-masing metode dievaluasi berdasarkan ketepatan perhitungan jarak, akurasi keputusan, dan 

waktu pemrosesan data. Hasil penelitian menunjukkan bahwa metode Manhattan adalah yang tercepat 

dalam memproses seratus data, metode Haversine adalah yang paling akurat dengan selisih jarak kecil 

dan akurasi 98,66%, serta paling presisi dalam menentukan lokasi dengan akurasi 90%. Kesimpulan 

dari penelitian ini adalah metode Euclidean dan Haversine dapat diterapkan dalam sistem identifikasi 

lokasi karyawan karena memiliki selisih jarak kurang dari 0,5 meter, sedangkan metode Manhattan, 

dengan selisih 6,67 meter, tidak cocok untuk penelitian ini. 

Penelitian sebelumnya oleh [21] Penelitian membandingkan K-Means dan K-Medoids dalam 

menganalisis peningkatan kasus HIV di Jawa Barat pada tahun 2022. Hasil penelitian menunjukkan 

bahwa algoritma K-Means lebih unggul dibandingkan K-Medoids dalam pengelompokan data, 

dengan K-Means mencapai nilai DBI terbaik sebesar 0,102 pada k=4, sedangkan K-Medoids mencatat 

DBI optimal sebesar 0,130 pada k=3. Dari segi kecepatan komputasi, K-Means membutuhkan waktu 

5 detik, sedangkan K-Medoids memerlukan 5 menit.  

Penelitian sebelumnya oleh [22]  melakukan analisis pasien COVID-19 yang mengalami 

obesitas, non-obesitas, serta obesitas dengan penyakit kardiovaskular menggunakan metode K-

Medoids. Penelitian ini membandingkan dan mengukur pengaruh atribut dalam dataset serta 

menentukan persentase pasien yang terinfeksi dan tidak terinfeksi COVID-19. Hasil penelitian 

menunjukkan bahwa metode K-Medoids efektif dalam clustering data. Dari dataset mentah, 62,62% 

pasien tidak terinfeksi COVID-19, sedangkan 37,38% terinfeksi. Dari populasi yang diuji, 74,54% 

termasuk kategori non-obesitas, 25,46% obesitas, dan 0,57% obesitas dengan penyakit 

kardiovaskular. Model clustering dengan K-Medoids menunjukkan pengaruh atribut yang signifikan. 

Pada dataset obesitas, atribut pneumonia dan hipertensi memiliki pengaruh sebesar 150,15% dan 

172,04%. Pada dataset non-obesitas, atribut jenis kelamin dan hipertensi memiliki pengaruh sebesar 
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39,50% dan 106,61%. Sementara itu, pada pasien dengan obesitas dan penyakit kardiovaskular, 

atribut jenis kelamin dan pneumonia memiliki pengaruh sebesar 159,07% dan 300%. 

Penelitian sebelumnya yang menggunakan algoritma K-Medoids adalah [23] Dalam penelitian 

ini, K-Medoids digunakan untuk mengelompokkan virus MERS-CoV berdasarkan urutan DNA. 

Tujuan penelitian ini adalah memberikan informasi mengenai karakteristik virus MERS-CoV di 

beberapa negara. Para peneliti menggunakan perangkat lunak RStudio dan Notepad untuk melakukan 

perhitungan. Hasil penelitian menghasilkan dua klaster, dengan klaster nomor 2 memiliki nilai 

koefisien silhouette tertinggi, yaitu 0,61534. Klaster 1 terdiri dari 84 urutan DNA MERS-CoV, 

sedangkan Klaster 2 terdiri dari 16 urutan DNA MERS-CoV. 

Penelitian lain oleh [24] Penelitian ini mengelompokkan data pasien COVID-19 menggunakan 

algoritma K-Means dan K-Medoids berdasarkan jenis transmisi, usia, jenis kelamin, fasilitas 

kesehatan, dan kecamatan. Studi ini membandingkan efektivitas algoritma clustering K-Medoids dan 

K-Means dalam pengelompokan pasien COVID-19. Hasil penelitian menunjukkan bahwa algoritma 

K-Means lebih optimal dibandingkan K-Medoids dalam tugas ini, dibuktikan dengan nilai Davies-

Bouldin Index terbaik sebesar 0,139 pada eksperimen dengan k = 4. 

Referensi utama untuk penelitian ini adalah [25] Penelitian ini membandingkan kinerja algoritma 

clustering K-Means dan K-Medoids dalam menganalisis dataset diabetes dan memprediksi penyakit. 

Studi ini berfokus pada penggunaan data resep biokimia akhir pasien diabetes untuk identifikasi 

penyakit. Hasil penelitian menunjukkan bahwa algoritma K-Means mencapai akurasi 87%, sedangkan 

algoritma K-Medoids mencapai akurasi 80%, menjadikan K-Means sebagai salah satu teknik terbaik 

untuk prediksi penyakit. 

Dalam penelitian [25], ditemukan bahwa akurasi algoritma K-Medoids adalah 80%, lebih rendah 

dibandingkan dengan algoritma K-Means yang memiliki akurasi 87%. Berdasarkan hal ini, para 

peneliti mencari model alternatif untuk K-Medoids dengan pendekatan kuantum. Penelitian ini 

melakukan analisis komparatif terhadap dua metode perhitungan jarak: Quantum K-Medoids dengan 

Chebyshev dan Quantum K-Medoids dengan Manhattan. Kedua pendekatan ini akan dievaluasi 

berdasarkan akurasi hasil clustering dalam pengelompokan anemia. Dalam penelitian ini, para peneliti 

membandingkan perhitungan jarak Chebyshev dengan perhitungan jarak Manhattan menggunakan 

Quantum K-Medoids. Perbedaan utama dengan penelitian sebelumnya adalah penerapan clustering 

pada anemia berdasarkan data medis pasien anemia. Penelitian ini menghadirkan kebaruan dengan 

memanfaatkan komputasi kuantum bersama algoritma K-Medoids untuk clustering data anemia. 

Penelitian ini dapat digunakan sebagai salah satu metode dalam pengelompokan penyakit anemia, 

khususnya di bidang medis, serta memberikan wawasan mengenai pendekatan algoritma kuantum 

dalam clustering. 

 

3 Metode Penelitian  

Data pada penelitian ini diperoleh dari website Kaggle, yang berisi dataset terkait anemia, 

mencakup parameter medis seperti kadar hemoglobin, jumlah sel darah merah, hematokrit, serta 

faktor-faktor lain yang berkontribusi dalam diagnosis anemia. Penelitian ini akan dilaksanakan 

berdasarkan rancangan alur penelitian yang disajikan dalam flowchart berikut, guna memastikan 

setiap tahapan berjalan secara sistematis dan terstruktur. Penelitian ini termasuk dalam penelitian 

komparatif, karena membandingkan kinerja algoritma Quantum K-Medoids dengan perhitungan jarak 

Manhattan dan chebyshev. Perbandingan ini dilakukan untuk mengevaluasi perbedaan hasil 

clustering, akurasi, dan efisiensi dalam mengelola dataset anemia. 
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Gambar 1. Rancangan penelitian 

 

Gambar 1 adalah rancangan penelitian yang dimulai dari mengumpulkan data, transformasi data, 

transformasi qubit, implementasi kuantum k-medoid dan evaluasi hasil. Langkah awal yang dilakukan 

dalam penelitian ini adalah menggumpulkan data, tahap ini melibatkan pengumpulan data yang 

diperlukan untuk memprediksi anemia. Dataset diperoleh dari situs Kaggle, dengan memanfaatkan 20 

data awal dari total 300 data yang tersedia. Dataset ini mencakup rekam medis pasien anemia, 

termasuk jenis kelamin, kadar hemoglobin, mean corpuscular hemoglobin (MCH), mean corpuscular 

hemoglobin concentration (MCHC), dan mean corpuscular volume (MCV). Tahapan kedua adalah 

melakukan transformasi data ke biner. Pada tahap ini dataset yang dikumpulkan dikonversi ke dalam 

representasi biner (1 atau 0) untuk mempermudah pemrosesan lebih lanjut. Proses ini mencakup 

normalisasi atau pengkodean variabel kategorikal menjadi variabel biner agar data dapat 

dikelompokkan dengan lebih efektif. Setelah semua data telah di-transformasikan ke biner, 

selanjutnya adalah tahapan ketiga yaitu transformasi ke dalam bentuk qubit (Quantum bit), dimana 

qubit berfungsi sebagai unit dasar data dalam komputasi kuantum, memungkinkan penyimpanan dan 

manipulasi informasi berdasarkan prinsip kuantum. Transformasi ini mendukung penerapan algoritma 

K-Medoids dalam lingkungan komputasi kuantum. Tahapan keempat adalah melakukan implementasi 

quantum dengan algoritma K-Medoid menggunakan Manhattan Distance dan Chebyshev Distance 

yang masing masing menggunakan rumus (1) untuk K-medoid Manhattan dan (2) untuk K-Medoid 

Chebyshev. 

         ∑ ||      |    | 
          (1) 

Notasi: 

   = titik data pertama 

   = titik data kedua 

  = indeks fitur 

    = Nilai fitur ke-z dari vektor    

    = Nilai fitur ke-z dari vektor    

 

                   ||     |   |       (2) 

 

Notasi: 

    = vector data 

  ,    = Komponen ke-i dari vektor x dan y 

Pada tahap ini, hasil pengelompokan data dianalisis menggunakan metode K-Medoids dengan 

komputasi kuantum Manhattan dan K-Medoids dengan komputasi kuantum Chebyshev. Analisis ini 

memberikan wawasan mengenai struktur dan pola data yang ditemukan oleh algoritma clustering. 

Tahapan terakhir adalah evaluasi, tahap evaluasi mencakup penilaian kinerja metode klasik dan K-

Medoids dengan komputasi kuantum dalam memprediksi anemia menggunakan perhitungan Jarak 

Chebyshev. Evaluasi ini menggunakan metrik akurasi untuk menentukan sejauh mana model yang 

dihasilkan dapat mengidentifikasi anemia dengan baik. 
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4 Hasil dan Pembahasan  

Penelitian ini membandingkan dua perhitungan jarak K-Medoids dengan komputasi kuantum, 

yaitu perhitungan Jarak Chebyshev dan perhitungan Jarak Manhattan. Tujuan dari penelitian ini 

adalah untuk mengetahui perhitungan jarak mana yang lebih optimal dalam mengelompokkan data 

rekam medis anemia dengan pendekatan kuantum. Tahapan pertama yang dilakukan pada penelitian 

ini adalah melakukan transformasi data dengan aturan: 

 Gender memengaruhi ukuran rata-rata hemoglobin dalam darah, 1 untuk pria dan 0 untuk wanita. 

 Hemoglobin diukur dengan rentang normal untuk pria dewasa yaitu 13 - 17 g/dL, sedangkan 

untuk wanita dewasa 12 - 15 g/dL. Jika nilai hemoglobin berada dalam rentang normal, maka 

diberi nilai 0; jika di luar batas normal, maka nilainya 1. 

 Mean Corpuscular Hemoglobin (MCH) memiliki rentang normal 27 - 31 pg/sell dan mengukur 

rata-rata kandungan hemoglobin dalam setiap sel darah merah. Jika nilainya di luar batas normal, 

maka diberi nilai 1; jika dalam batas normal, nilainya 0. 

 Mean Corpuscular Hemoglobin Concentration (MCHC) menunjukkan konsentrasi rata-rata 

hemoglobin dalam setiap unit volume sel darah merah dengan rentang normal 32 - 36 g/dL. Jika 

nilainya berada di luar rentang normal, maka nilainya 1; jika dalam batas normal, maka nilainya 

0.  

 Mean Corpuscular Volume (MCV) mengukur volume rata-rata sel darah merah dengan nilai 

normal antara 80 - 100 fL. Jika nilainya di luar batas normal, maka diberikan nilai 1, sedangkan 

jika dalam batas normal, nilainya 0. 

Aturan ini memastikan bahwa data rekam medis anemia terstandarisasi dan dapat digunakan 

secara efektif untuk analisis dan pemrosesan lebih lanjut dalam format yang konsisten. Hasil 

pengkodean biner disajikan dalam Tabel 1. 

Tabel 1. Transformasi biner dataset rekam medis anemia 

No Gender Hemoglobin MCH MCHC MCV Anemia 

1 1 0 1 1 0 0 

2 0 1 1 1 1 0 

3 0 1 1 1 1 1 

… … … … … … … 

20 0 0 1 1 1 0 

 

Tahapan selanjutnya adalah mengubah data kedalam bentuk qubit. Sebagai contoh, sampel diambil 

dari dataset nomor 1 dengan kode biner 101100. Kode ini menunjukkan bahwa untuk kondisi berikut: 

atribut usia ≥ 45, hemoglobin normal, MCH abnormal, MCHC abnormal, dan MCV normal, hasil 

klasifikasi anemia adalah "tidak". Data dalam Tabel 1 di atas kemudian dikonversi ke dalam bentuk 

qubit sebagaimana ditampilkan dalam Tabel 2 berikut: 

Tabel 2. Transformasi qubit dataset anemia 

No X1 X2 X3 X4 X5 X6 

1 [
 
 
] [

 
 
] [

 
 
] [

 
 
] [

 
 
] [

 
 
] 

2 [
 
 
] [

 
 
] [

 
 
] [

 
 
] [

 
 
] [

 
 
] 

3 [
 
 
] [

 
 
] [

 
 
] [

 
 
] [

 
 
] [

 
 
] 

… … … … … … … 

20 [
 
 
] [

 
 
] [

 
 
] [

 
 
] [

 
 
] [

 
 
] 

 

Tahapan berikutnya adalah melakukan implementasi algoritma K-Medoid, pertama adalah 

implementasi Kuantum k-medoid dengan menggunakan perhitungan jarak Chebyshev. Medoid awal 

dan medoid ke-2 yang diberikan pada kedua metode memiliki data yang sama. Hasil yang didapatkan 
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dari pengujian kedua algoritma akan dibandingan dengan akurasi dalam mencluster anemia. Tabel 3 

berisi hasil dari perhitungan dengan Quantum K-Medoid Chebyshev Distance pada Epoch 1. 

Tabel 3. Hasil uji quantum k-medoids epoch-1 menggunakan jarak chebyshev 

C1 C2 Cluster Data Real Description 

[
 
 
] [

 
 
] 1 0 true 

[
 
 
] [

 
 
] 2 0 false 

[
 
 
] [

 
 
] 2 1 true 

… … … … … 

[
 
 
] [

 
 
] 1 0 true 

Precision 
0.4 

Recall 
0.333333333 

F-1 Score 
0.363636364 

accuracy 70 % 

Pada tabel 3, hasil yang diperoleh pada Epoch-1 menunjukkan akurasi sebesar 70% dengan presisi 

0.4, recall 0.3333 dan F-1 Score 0.3636. Selanjutnya, perhitungan dilakukan pada Epoch-2 dengan 

medoid yang diperbarui. Hasil yang diperoleh dari medoid baru dapat dilihat pada Tabel 4. 

 
Tabel 4. Hasil uji quantum k-medoids epoch-2 menggunakan jarak chebyshev 

C1 C2 Cluster Data Real Description 

[
 
 
] [

 
 
] 1 0 true 

[
 
 
] [

 
 
] 1 0 true 

[
 
 
] [

 
 
] 1 1 false 

… … … … … 

[
 
 
] [

 
 
] 1 0 true 

Precision 1 

Recall 0.333333333 

F-1 Score 0.5 

Accuracy 80 % 

Pada tabel 4, hasil pengujian menggunakan algoritma K-Medoids kuantum dengan perhitungan Jarak 

Chebyshev menunjukkan bahwa akurasi yang diperoleh pada Epoch-2 mencapai 80% dengan presisi 

1, recall 0.3333 dan F-1 Score 0.5 . Selanjutnya adalah pengujian dengan Quantum K-Medoid dengan 

Manhattan Distance. Hasil simulasi pengujian algoritma K-Medoids dengan perhitungan Jarak 

Manhattan menggunakan komputasi kuantum menunjukkan akurasi sebesar 55% pada epoch-1 dan 

65% pada epoch-2. Hasil dari pengujian K-medoid Manhattan distance pada epoch-1 dapat dilihat 

pada tabel 5. 
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Tabel 5. Hasil uji quantum k-medoids epoch-1 menggunakan jarak manhattan 

C1 C2 Cluster Data Real Description 

[
 
 
] [

 
 
] 2 1 true 

[
 
 
] [

 
 
] 1 1 false 

[
 
 
] [

 
 
] 1 0 true 

… … … … … 

[
 
 
] [

 
 
] 1 1 false 

Precision 0.777777778 

Recall 0.5 

F-1 Score 0.608695652 

Accuracy 55 % 

Pada tabel 5, hasil dari uji Quantum K-Medoid dengan Manhattan Distance pada Epoch-1 

menunjukkan akurasi sebesar 55%, presisi 0.777 , recall 0.5 dan F-1 score 0.6086 selanjutnya adalah 

melakukan ujicoba Epoch -2 dengan medoid baru yang sama dengan medoid Chebyshev Distance 

yang dapat dilihat pada Tabel 6. 

Tabel 6. Hasil uji quantum k-medoids epoch-2 menggunakan jarak manhattan 

C1 C2 Cluster Data Real Description 

[
 
 
] [

 
 
] 2 1 true 

[
 
 
] [

 
 
] 1 1 false 

[
 
 
] [

 
 
] 1 0 true 

… … … … … 

[
 
 
] [

 
 
] 1 1 false 

Precision 0.888888889 

Recall 0.571428571 

F-1 Score 0.695652174 

Accuracy 65 % 

Pada Tabel 6, hasil uji coba dengan Epoch 2 Manhattan menunjukkan presisi 0.888, recall 0.5714, F-1 

Score 0.6956 dan akurasi sebesar 65. Untuk nilai cost yang didapatkan oleh kedua pendekatan masing 

masing adalah Manhattan = 72.629 dan Chebyshev = 41.152. MSE yang didapatkan oleh kedua 

pendekatan masing masing adalah Manhattan = 0.35 dan Chebyshev = 0.2. Untuk perbandingan lebih 

lanjut kedua pendekatan yang digunakan dapat dilihat pada Tabel 7.  
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Tabel 7. Komparasi pendekatan manhattan dan chebyshev 

Metrik Manhattan Chebyshev Performa Algoritma 

Akurasi 65% 80% Chebyshev 

Presisi 0.88 1 Chebyshev 

Recall 0.57 0.33 Manhattan 

F-1 Score 0.69 0.5 Manhattan 

MSE 0.35 0.2 Chebyshev 

Cost 72.629 41.152 Chebyshev 

Dalam perbandingan antara algoritma Manhattan dan Chebyshev, masing-masing memiliki 

keunggulan dan kelemahan yang berbeda, baik dari sisi performa maupun aplikasi medis.  Dari segi 

performanya, Chebyshev unggul dalam hal precision dengan nilai 1, yang menunjukkan bahwa semua 

prediksi positif yang dibuat benar, tanpa ada kesalahan positif (false positive). Ini menunjukkan 

bahwa Chebyshev sangat efisien dalam memberikan prediksi positif yang tepat, tetapi ini datang 

dengan penurunan recall yang signifikan (0.33), yang berarti banyak kasus positif yang sebenarnya 

terlewatkan (false negative). F1-score Chebyshev pun lebih rendah (0.5), menandakan 

ketidakseimbangan antara precision dan recall. Meskipun Chebyshev memiliki akurasi yang lebih 

tinggi (80%) dan cost yang lebih rendah, model ini mungkin kurang efektif dalam kasus data yang 

tidak seimbang, di mana mengabaikan banyak kasus positif bisa merugikan. Di sisi lain, Manhattan 

menawarkan recall yang lebih tinggi (0.57), artinya model ini lebih baik dalam menemukan kasus 

positif meskipun dengan sedikit penurunan precision (0.88), yang berarti ada sedikit kesalahan dalam 

prediksi positif. F1-score Manhattan yang lebih tinggi (0.695) mencerminkan keseimbangan yang 

lebih baik antara precision dan recall, yang lebih menguntungkan untuk aplikasi di mana false 

negative lebih berisiko, seperti dalam deteksi penyakit. MSE yang lebih tinggi pada Manhattan 

menunjukkan bahwa model ini mungkin kurang tepat dalam hal akurasi perhitungan numerik, namun, 

dalam konteks medis, fokusnya pada recall yang lebih tinggi lebih penting daripada kesalahan 

perhitungan numerik kecil. Cost Manhattan juga lebih tinggi, menunjukkan bahwa perhitungan jarak 

lebih mahal secara komputasi, meskipun ini bisa menjadi resiko yang wajar untuk mendapatkan 

deteksi lebih banyak kasus positif. Dalam aplikasi medis, Manhattan lebih cocok karena recall-nya 

yang lebih tinggi, yang berarti lebih banyak pasien sakit dapat terdeteksi, meskipun mungkin ada 

kesalahan dalam mendeteksi beberapa pasien yang sehat. Di dunia medis, lebih baik mendeteksi lebih 

banyak kasus positif untuk memastikan bahwa tidak ada pasien yang terlewatkan, meskipun ada 

sedikit kesalahan dalam diagnosis. Di sisi lain, Chebyshev, dengan precision sempurna, lebih cocok 

untuk aplikasi di mana false positive harus sangat diminimalkan, tetapi dalam konteks medis, ini bisa 

berbahaya jika terlalu banyak kasus positif yang terlewatkan.  

 

5 Kesimpulan 

Penelitian ini membandingkan dua perhitungan jarak K-Medoids dengan komputasi kuantum, yaitu 

perhitungan Jarak Chebyshev dan Jarak Manhattan. Tujuan dari penelitian ini adalah untuk 

mengetahui perhitungan jarak mana yang lebih optimal dalam mengelompokkan data rekam medis 

anemia dengan pendekatan kuantum. Secara keseluruhan, pilihan antara Manhattan dan Chebyshev 

tergantung pada prioritas aplikasi. Untuk aplikasi medis yang membutuhkan deteksi kasus positif 

sebanyak mungkin, Manhattan adalah pilihan yang lebih ideal, meskipun lebih mahal secara 

komputasi. Sedangkan Chebyshev lebih efisien dan tepat untuk konteks di mana akurasi dan biaya 

menjadi prioritas, dan ketika dataset lebih seimbang. Saran untuk penelitian selanjutnya adalah untuk 

meningkatkan ukuran dataset yang digunakan, karena penelitian ini hanya menggunakan 20 data, 

yang memiliki proporsi nilai 1 (kasus positif) yang sangat sedikit. Penggunaan dataset yang lebih 

besar dan lebih seimbang dapat memberikan gambaran yang lebih akurat tentang performa algoritma 

K-Medoids dengan komputasi kuantum dalam mengelompokkan data rekam medis anemia. Penelitian 
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lebih lanjut juga dapat mengeksplorasi penggunaan algoritma lain atau pendekatan lain dalam 

komputasi kuantum, seperti Quantum K-Means atau algoritma klasifikasi lainnya, untuk 

membandingkan hasil yang lebih variatif dan memastikan keandalan model dalam aplikasi medis. 
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